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	Descrição
Redes neurais artificiais (RNAs) estão sendo cada vez mais utilizadas na área de recursos hídricos e ciências ambientais, assim como para predição de vazões, que nada mais é do que um caso clássico de predição de séries temporais. Aplicações realizadas com RNAs têm apresentado desempenho satisfatório em diversas áreas de pesquisa, tais como: classificação, memória associativa, processamento de séries temporais, entre outros. A utilização de outras fontes de energia, principalmente as consideradas “limpas” tal como a energia eólica tem merecido uma grande atenção nos últimos anos. Desta forma, uma boa previsão da geração eólica é de fundamental importância para uma tomada de decisão quando da operação do sistema para atendimento aos consumidores.
Diversas técnicas têm sido aplicadas para a previsão de séries temporais. As mais usadas são os modelos estatísticos como regressão linear, persistência (método que realiza uma previsão simples em que o valor previsto é calculado através do último valor da série) e outros. No entanto, alguns trabalhos também têm apresentando estudos que visam a previsão geração eólica utilizando modelos baseados em redes neurais artificiais [1][2][3] e lógica fuzzy [4][5][6].
Este trabalho tem por objetivo desenvolver um modelo de previsão de geração eólica no horizonte de 24 horas (de 1/2 em ½ hora) utilizando diferentes arquiteturas de Redes Neurais Artificiais [7][8][9]. Para testar a metodologia proposta serão realizadas simulações com dados reais de fazendas eólicas  localizadas na região nordeste do Brasil.
Este projeto tem por objetivo desenvolver sistemas híbridos baseado em redes neurais de aprendizado profundo (CNN, LSTM, etc) com o objetivo de se verificar a possibilidade de melhorar o desempenho das previsões com relação aos métodos em uso.
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