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Descrição:  

 O processo de geração de grafos de alcançabilidade nada mais é que uma simples 

enumeração dos estados possíveis para um dado sistema descrito por Redes de Petri 

(PETERSON, 1981); esta simplicidade é a raiz do problema, devido a existência de 

sistemas com uma quantidade intratável de estados ou mesmo com infinitos estados. 

Em situações como esta, uma resposta aproximada é muitas vezes mais útil que uma 

resposta exata, principalmente se permitir a verificação de certas propriedades. GNNs 

(KHEMANI et al. , 2024 ) são uma classe de modelos de aprendizagem profunda que 

tem se mostrado adequados para análises complexas sob grafos, como detecção de 

fraudes (YOO; SHIN; KYEONG, 2023), sistemas de recomendação em grafos com 

bilhões de nós (CHEN et al. , 2024 ) e desdobramento protéico (FANG et al. , 2022 ).  

Devido a estas qualidades, é interessante investigar a aplicabilidade destes modelos na 

tarefa de geração de grafos de alcançabilidade, ou até mesmo na verificação direta de 

características quantitavas e qualitativas em Redes de Petri.  

Os principais desafios envolvem: a geração de grafos de alcançabilidade em lote, um 

processo computacionalmente custoso para redes com grande número de estados, além 

do tratamento destes dados para utilização em GNNs; implementar o processo de 

treinamento end-to-end e a verificação da capacidade de generalização dos modelos 

propostos; gerar intervalos de confiança para os resultados obtidos ou métricas 

adicionais para mensurar a acertividade dos resultados produzidos pelo modelo. Em 

particular, seria interessante que os modelos desenvolvidos tivessem baixo custo 

computacional, tanto em treinamento quanto em inferência; em última instância, um 

processo de treinamento custoso mantendo um baixo custo de inferência também seria 

aceitável. 
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