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Este projeto de pesquisa visa aprimorar agentes de aprendizado por refor¢o (RL) em
ambientes de jogos, incorporando explicacdes contrafactuais na estrutura de
recompensas do agente. O objetivo € ndo apenas melhorar o desempenho dos agentes
baseados em RL, mas também fornecer explicacdes claras e confidveis para o
processo de tomada de decisdo do agente. Essa abordagem pretende facilitar o
surgimento de estratégias distintas durante o treinamento, oferecendo insights mais
profundos sobre como e por que a¢des especificas sdo escolhidas pelo agente. A
integracdo de explicagdes contrafactuais pode aumentar significativamente a
transparéncia e a interpretabilidade dos agentes de RL, atendendo a uma necessidade
critica no desenvolvimento de sistemas inteligentes de jogos.

O problema central abordado nesta pesquisa € a falta de interpretabilidade nos agentes
baseados em RL atuais para jogos competitivos. Embora esses agentes possam
alcancar altos niveis de desempenho, entender a logica por tras de suas decisdes
permanece um desafio [1]. Essa opacidade pode prejudicar a confiancga e limitar a
usabilidade dos agentes de RL em aplicacdes complexas. A literatura existente
fornece varios métodos para melhorar a explicabilidade, como o uso de mecanismos
de atencdo [2] e a geracdo de explicacBes em linguagem natural [3]. No entanto, essas
abordagens muitas vezes ndo se relacionam diretamente com as estruturas de
recompensas que orientam o processo de aprendizado do agente, levando a uma
lacuna na compreensao e otimizacgdo abrangente do comportamento do agente.

A solucdo proposta envolve a extenséo do conceito de medigdes introspectivas —
avaliacGes de probabilidade das acdes que levam as recompensas maximas com base
nos valores-Q do agente — para aprimorar a explicabilidade dos grandes modelos de
linguagem (LLMs) usados em agentes de RL para jogos. Ao integrar essas medigdes
introspectivas com explicacdes contrafactuais, 0 projeto busca criar um processo de
aprendizado mais transparente. Essa abordagem pode aproveitar estruturas existentes
em raciocinio contrafactual e 1A explicavel, fornecendo um método inovador para gerar
insights aciondveis e estratégias distintas. Os resultados esperados incluem
desempenho aprimorado dos agentes, processos de tomada de decisdo mais robustos e
explicaveis, e o potencial para estabelecer novos padrées no desenvolvimento de
sistemas inteligentes de jogos.
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