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Descrição – O avanço da tecnologia e a coleta massiva de dados têm impulsionado o 

desenvolvimento de algoritmos de aprendizado de máquina cada vez mais complexos e 

eficientes [1]. No entanto, muitas vezes esses dados são distribuídos em diferentes 

locais, o que torna difícil a tarefa de treinar um modelo com essas informações [2]. 

Além disso, o compartilhamento desses dados pode violar a privacidade das pessoas ou 

empresas envolvidas [3]. 

O aprendizado federado é um paradigma recente [4] que permite o treinamento de 

modelos de aprendizado de máquina em conjuntos de dados distribuídos e 

descentralizados, sem a necessidade de compartilhar os dados diretamente entre os 

participantes. O aprendizado federado permite então que múltiplas entidades (por 

exemplo, dispositivos móveis, sensores, servidores em diferentes locais) colaborem 

para treinar um modelo sem compartilhar seus dados brutos. Esta abordagem promove 

a colaboração entre diferentes entidades, ao mesmo tempo em que protege a 

privacidade dos dados e minimiza os custos associados à comunicação e ao 

armazenamento centralizado e pode ser utilizada em diversos cenários, desde 

segurança urbana até cidades inteligentes [5]. 

Naturalmente que o aprendizado federado também apresenta alguns desafios. No caso 

da eficiência, por exemplo, embora possa haver um aprendizado prévio distribuído 

reduzindo o custo na parte central da arquitetura, a comunicação pode se tornar um 

gargalo considerando o número de dispositivos conectados [6]. O aspecto da 

colaboração também pode se tornar um ponto a ser trabalhado quando não existe um 

equilíbrio entre as partes na produção do conhecimento [7]. Além disso, problemas 

como tolerância a falhas, para garantir que cada dispositivo participante seja 

contabilizado e que o desempenho não seja comprometido, e diversidade de dados 

precisam ser tratados para um melhor desempenho das técnicas de aprendizado 

federado.  

Este projeto propõe o desenvolvimento de uma solução para lidar com a 

heterogeneidade dos dados e a distribuição não uniforme dos conjuntos de dados entre 

os participantes, buscando melhorar a qualidade e a generalização do modelo treinado 

nas áreas mencionadas. Embora existam várias modalidades de aprendizado federado, 

como a horizontal, vertical e a por transferência, este projeto propõe a construção de 

um modelo de aprendizado federado baseado em técnicas de clonagem de 

conhecimento de redes neurais com dados não-rotulados [8]. A hipótese é que 

combinando entradas aleatórias e as saídas obtidas pelos diferentes modelos espalhados 

nos dispositivos do aprendizado federado, é possível treinar um único modelo que 

consiga agregar todo o conhecimento extraído pelos demais sem necessidade de 

comunicações frequentes entre os nós e o modelo central e agregando de maneira mais 

lógica o conhecimento desenvolvido em cada nó. 
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