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Descrição – A análise de séries temporais é fundamental em muitos campos, como 

economia, meteorologia, e saúde, onde padrões temporais precisam ser analisados para 

previsão e tomada de decisões. Com o aumento dos dados gerados em tempo real e 

distribuídos geograficamente, surge a necessidade de desenvolver modelos que possam 

aprender de forma eficiente sem comprometer a privacidade dos dados ou incorrer em 

altos custos de comunicação. 

 

O aprendizado federado [4], um paradigma emergente na aprendizagem de máquina, 

oferece uma solução promissora para o treinamento de modelos em dados 

descentralizados, mantendo a privacidade dos dados [3] e minimizando os custos 

associados à comunicação e armazenamento centralizado. Este projeto visa explorar o 

potencial do aprendizado federado na análise de séries temporais, particularmente para 

previsão de demanda e otimização de recursos em ambientes distribuídos [2,6], como 

redes de sensores, cidades inteligentes e sistemas de saúde [5]. 

 

Os principais objetivos deste projeto são: 

1. Desenvolver um modelo de aprendizado federado que suporte a análise eficiente de 

séries temporais em um ambiente distribuído; 

2. Investigar técnicas para lidar com desafios específicos de séries temporais em 

aprendizado federado, como a heterogeneidade dos dados e a distribuição não uniforme 

dos conjuntos de dados entre os participantes; 

3. Avaliar a aplicabilidade do modelo em casos reais, como previsão de consumo 

energético em cidades inteligentes e monitoramento da saúde em tempo real. 

 

Espera-se que o projeto resulte em um modelo de aprendizado federado robusto para 

séries temporais que possa ser aplicado em uma variedade de domínios, 

proporcionando insights valiosos para a previsão e a otimização de recursos em 

ambientes distribuídos, ao mesmo tempo que garante a privacidade dos dados. 
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