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Descrição:  
Nos últimos anos, esforços contínuos têm sido feitos na busca de eficiência na gestão de crédito [1]. A questão central é o controle 
de risco implementado no momento da concessão do crédito. O agente financeiro define a taxa de juros do empréstimo levando-
se em consideração a possibilidade do cliente não honrar com as suas obrigações. Se a inadimplência de um credor for maior que 
o valor previsto, a rentabilidade do negócio provavelmente será comprometida. 
É fato que toda operação de crédito está sujeita ao risco de inadimplência por parte dos devedores. Em um sistema  financeiro 
não há a garantia de que 100% do que foi emprestado será pago nas datas acordadas. Assim, cada nova solicitação de concessão 
de empréstimo demanda avaliações criteriosas de risco por parte das instituições credoras. Essas avaliações levam em 
consideração à análise sobre as mais diversas características do solicitante, necessita de tempo e envolvem custos elevados para 
sua análise e conclusão. Uma classificação errada suscita em perdas financeiras para as instituições envolvidas [2]. 
O volume de dados e a incorporação de variáveis preditivas cresceram a um ponto de que técnicas apenas estatísticas, que 
pressupõem comportamentos específicos dos dados, deixassem de ser tão eficientes. É neste momento que começam a ser 
incorporadas técnicas de Machine Learning (ML) na atividade de avaliação de risco de crédito. Algumas das vantagens de aplicar 
métodos de ML é que eles trazem mais rapidez nas análises de crédito, como também, maior assertividade [3]. 
Vários estudos na literatura demonstram o benefício na aplicação de métodos de machine learning  para construção de modelos 
de risco de crédito [4]. Estes estudos  incluem deste o uso de Rede Neurais [5], passando por Random Forest (RF) [6], Support 
Vector Machine (SVM)[7] e incluem até métodos de ensemble learning (boosting e bagging)[8].  
Assim, o principal objetivo deste  projeto é a proposição de modelos  inteligentes baseado em técnicas de ML aplicados ao 
problema de risco de crédito. Aplicação de algumas técnicas de otimização de hiperparâmetros poderão ser executadas, de forma 
a melhorar a desempenho dos modelos preditivos, com intuito de melhorar a aplicação de crédito. 
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